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РЕШЕНИЕ ЗАДАЧ ОБНАРУЖЕНИЯ И
ИДЕНТИФИКАЦИИ ОБЪЕКТОВ
НА РАДИОЛОКАЦИОННЫХ
ИЗОБРАЖЕНИЯХ НЕЙРОСЕТЕВЫМ
МЕТОДОМ

На современном этапе разви-
тия систем дистанционного зон-
дирования Земли особое вни-
мание уделяется наращиванию
орбитальных группировок ма-
логабаритных спутников, осна-
щенных как оптическими и ин-
фракрасными, так и радиолока-
ционными средствами наблю-
дения. Последние, в силу своих
характерных особенностей,
способны решать задачи круг-
лосуточного и всепогодного
мониторинга земной поверхно-
сти. Мониторинг земной по-
верхности может включать в

себя как задачи по контролю
сельхозугодий, лесных и водных
массивов, так и мониторинг
чрезвычайных ситуаций, при-
родных катаклизмов, а также
зон локальных конфликтов.
Наличие оперативной информа-
ции о классе техники и ее коор-
динатах дает стратегическое
преимущество как при построе-
нии оборонных систем, так и
при решении задач гражданско-
го характера.

На данный момент поиском и
классификацией объектов на
радиолокационных изображе-

ниях (РЛИ) зачастую занимают-
ся профильные операторы-де-
шифровщики. В условиях по-
стоянного роста объема полу-
чаемых данных актуальным ста-
новится вопрос снижения на-
грузки на операторов-дешиф-
ровщиков путем автоматизации
процесса поиска и классифика-
ции объектов.

В силу существенных особен-
ностей РЛИ, обусловленных,
главным образом, спецификой
дифракции электромагнитных
волн радиодиапазона на по-
верхностях сложной формы,
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объекты на изображении пред-
ставляются в виде наборов
областей ярких точек. С не-
значительным изменением ра-
курса наблюдаемого объекта,
угла наблюдения, поляризации,
частоты электромагнитной вол-
ны или с изменением других
параметров съемки объект на
полученном изображении мо-
жет в значительной степени
изменить свой вид. Описанный
эффект ощутимо усложняет
задачу поиска и классификации
объекта. Еще одним фактором,
снижающим дешифровочные
признаки РЛИ и усложняющим
решение задачи классифика-
ции, является спекл-шум. В этих
условиях классические алгорит-
мы, основанные на корреля-
ционном анализе, не всегда
способны обеспечить требуе-
мую точность и скорость рабо-
ты, так что актуальным стано-
вится вопрос применения ней-
росетевых алгоритмов.

Главным преимуществом ис-
кусственных нейронных сетей
является то, что их принцип
работы аналогичен принципам
организации и функционирова-
ния биологических нейронных
сетей — сетей нервных клеток
живого организма. Нейронная
сеть в отличие от традиционных
алгоритмов должна пройти про-
цесс обучения, в ходе которого
она сама выявляет сложные
зависимости между входными и
выходными данными, выпол-
няет их обобщение. Характер-
ные признаки, описывающие
объект интереса, и решающие
процедуры классификации так-
же формируются в процессе
обучения системы. Впослед-
ствии правильно обученная
сеть способна давать верный
результат на данных, изначаль-
но отсутствующих в обучающей
выборке (в том числе на зашум-
ленных или частично искажен-
ных данных).

Так, первым принципиально
важным этапом при построении
систем, работающих на нейро-

сетевом принципе, является
формирование обучающей вы-
борки. На данный момент имен-
но объем и качество обучающей
выборки играют определяющую
роль в создании эффективных
систем распознавания, бази-
рующихся на использовании
нейросетей. Обучающая выбор-
ка должна быть определена
достаточным количеством раз-
нообразных обучающих приме-
ров, отражающих закономерно-
сти и правила, которые в ходе
обучения будут выделены ней-
ронной сетью, т. е. быть репре-
зентативной. Репрезентатив-
ность обучающей выборки оп-
ределяется следующими аспек-
тами:

— достаточность — количе-
ство изображений в обучающей
выборке должно быть достаточ-
ным для обучения (для сети
Alexnet насчитывается порядка
62 млн обучаемых параметров,
сети VGG16 — 138 млн, сети
Resnet18 — 11 млн). Если это
условие не соблюдается, суще-
ствует вероятность того, что мо-
дель может не приобрести спо-
собность к обобщению;

— разнообразие — обучаю-
щая выборка должна содержать
большое число разнообразных
комбинаций входных данных и
ожидаемых выходных результа-
тов в обучающих примерах.
Нейронная сеть не получит спо-
собность к обобщению, если
обучающих примеров достаточ-
но, но в выборке для интере-
сующего класса представлены
только одинаковые, либо очень
похожие друг на друга портреты
объектов интереса. Также, если
обучающие изображения обла-
дают высоким уровнем законо-
мерности расположения на них
объектов интереса, модель (в
зависимости от архитектуры)
может научиться выделять та-
кие области и не будет прове-
рять остальные, потенциально
представляющие интерес;

— равномерность — классы
должны быть представлены в

обучающей выборке либо рав-
номерно, либо в соответствии с
тем, как они представлены в
реальных условиях конкретной
задачи.

В сетях, решающих задачу
обнаружения и классификации
объектов на изображениях,
обучающая выборка состоит из
набора размеченных изображе-
ний, имитирующих реальную
обстановку наблюдаемой ра-
диолокатором области. Такие
изображения должны обладать
всеми характерными признака-
ми, которые ожидаются на
целевом РЛИ. К таким призна-
кам можно отнести плотность
заполнения изображения объ-
ектами интереса, уровень за-
шумленности изображения и
характер спекл-шума.

В приложении для поиска и
классификации объектов на
РЛИ в составе программного
комплекса PHOTOMOD Radar
реализованы два подхода к
формированию обучающей вы-
борки нейронной сети: при
помощи разметки реальных РЛИ
и с помощью генерации синте-
тических обучающих РЛИ.

Программный модуль, реали-
зующий разметку реальных РЛИ,
содержит набор инструментов
для выделения областей инте-
реса оператором, а также зада-
ния их класса. Модуль работает
с растром, представленным во
внутреннем формате и описы-
вающем обобщенную модель
радиолокатора с синтезирован-
ной апертурой (РСА). Использо-
вание подхода обобщенной мо-
дели РСА позволяет проводить
разметку РЛИ независимо от из-
начального формата представ-
ленных данных конкретного
датчика. Модуль обладает ши-
роким функционалом и позво-
ляет оператору, среди прочего,
задавать размерность выходных
обучающих РЛИ, тип данных,
формат, в котором изображения
будут сохранены (RDP, TIF, BMP),
формат представления анно-
таций (COCO-json, Dlib-xml,
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Simple-txt annotation formats).
Полученная выборка может
быть использована как для обу-
чения, так и для проверки каче-
ства обнаружения и классифи-
кации с использованием нейро-
нной сети.

В настоящее время в откры-
том доступе практически отсут-
ствуют наборы реальных радио-
локационных портретов (РЛП),
которые учитывали бы различ-
ные углы наблюдения радиоло-
катора, ракурс объекта и кон-
кретные параметры съемки. В
таких условиях возникает по-
требность в моделировании
предположительного синтети-
ческого РЛП интересующей тех-
ники. В программном комплек-
се PHOTOMOD Radar описанная
задача решается в соответ-
ствующем модуле. Модуль
Генерации синтетических этало-
нов по входной трехмерной
модели объекта и заданным
параметрам наблюдения РСА с
учетом параметров съемки, угла
места и ракурса объекта форми-
рует эталонные РЛП объектов.
Полученный эталон представ-
лен в формате с плавающей точ-
кой размером 4 байта и содер-
жит относительные коэффици-
енты обратного рассеяния. Та-
кой эталон может быть исполь-
зован для корреляционного
поиска объектов на РЛИ, одна-

ко, не может применяться для
генерации обучающей выборки
нейронной сети, поскольку он в
значительной мере не соответ-
ствует фактическому виду этого
объекта на реальном РЛИ.

Существующий генератор
синтетических портретов не
учитывает случайные флуктуа-
ции фазы. Так, при повторной
генерации эталона без измене-
ния параметров съемки в сфор-
мированном РЛП не произойдет
никаких изменений. Таким об-
разом, для каждого угла места
имеет смысл генерировать толь-
ко один эталон, поскольку
вновь сгенерированный эталон
будет являться его полной копи-
ей. Эта особенность определяет
ключевую проблему в формиро-
вании репрезентативной синте-
тической обучающей выбор-
ки — недостаточное разнооб-
разие образов объекта интере-
сующего класса для каждого
конкретного ракурса и угла
наблюдения. Для решения этой
проблемы был разработан ме-
тод, представленный на рис. 1.

Модуль генерации обучаю-
щей выборки позволяет созда-
вать наборы искусственных
РЛИ, имитирующих фоно-целе-
вую обстановку в условиях
ограниченности или отсутствия
реальных данных. В состав
модуля входят: блок формиро-

вания наборов синтетических
эталонов, блок корреляционно-
го отбора синтетических этало-
нов и блок формирования обу-
чающих изображений.

Полученный на выходе гене-
ратора эталонов РЛП проходит
этап синтезирования — созда-
ния набора эталонов, отличаю-
щихся друг от друга площадью
областей ярких точек и факти-
ческими значениями яркости,
что способствует искусственно-
му повышению вариативности
синтезированных эталонов. На
вход блока формирования на-
боров синтетических эталонов
подается сгенерированный РЛП
и РЛИ, относительно которого
будет проводиться пересчет
относительных коэффициентов
обратного рассеяния в яркость.
На выходе блока получаем
набор вариативных искусствен-
но-синтезированных эталонов,
отличающиеся от имеющихся
комбинациями отражающих то-
чек и степенью отражения этих
точек. Потенциально такие эта-
лоны уже могут быть использо-
ваны для формирования обу-
чающих изображений нейрон-
ной сети.

Блок корреляционного отбо-
ра синтетических эталонов,
ближайших к реальному порт-
рету, позволяет из переданных
на вход программы эталонов
отобрать лишь те, которые обла-
дают наибольшим уровнем вза-
имной корреляции. Такие син-
тетические эталоны более при-
ближены к реальным и за счет
своего количества формируют
вариативность представления
объекта интереса для указанно-
го ракурса и угла наблюдения,
что при обучении позволит по-
высить обобщающую способ-
ность нейронной сети. Блок от-
бора эталонов, имеющих наи-
больший уровень корреляции с
реальным изображением, пред-
ставлен на рис. 1 (отмечен пунк-
тирной рамкой). Этот этап не яв-
ляется обязательным, но реко-
мендуется использовать, если

Рис. 1
Схема формирования обучающей выборки
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для синтезированного эталона
имеется в наличии как минимум
один реальный портрет искомо-
го объекта, совпадающий по
углам наблюдения, ракурсу и
параметрам радиолокатора.

Блок формирования обучаю-
щих изображений позволяет
объединять имеющиеся в досту-
пе изображения фоновой по-
верхности, изображения объ-
ектов интересующих классов и
объектов-шумов в единое РЛИ,
тем самым моделируя предпо-
ложительную ситуацию их рас-
положения. Также блок готовит
входные данные в специфиче-
ском для выбранной нейросети
формате для дальнейшего обу-
чения. Таким образом, от опера-
тора не требуется никаких вре-
менных затрат на ручную раз-
метку больших объемов данных.
В работе блока реализовано два
алгоритма генерации синтети-
ческих обучающих РЛИ — ста-
тический и итерационный. Ис-
пользование обоих алгоритмов
в комбинации позволяет моде-
лировать как ситуации плотного
расположения объектов одного
класса с отсутствием объектов-
шумов, что характерно для стоя-
нок техники, аэропортов и т. п.,
так и ситуации, когда на изобра-
жении представлены объекты
разных классов с низкой плот-
ностью расположения. При
этом статический метод менее
ресурсозатратный и выполняет-
ся быстрее, чем итерационный,
однако, обладает низким уров-
нем нелинейности в расположе-
нии объектов. Итерационный
метод позволяет внести нели-
нейность в закон распределе-
ния объектов на изображении
за счет случайного расчета
координат для вставки объекта.

Наличие размеченной обу-
чающей выборки определяет
возможность провести обуче-
ние нейронной сети. В про-
граммном комплексе PHOTOMOD
Radar можно выбрать разные
конфигурации сети — Faster-
RCNN или RetinaNet, в зависи-

мости от решаемой задачи и
имеющихся вычислительных
ресурсов. Архитектура сетей
была модифицирована под под-
держку радиолокационных дан-
ных с высоким динамическим
диапазоном, что позволяет по-
лучать более обширную и пол-
ноценную информацию о пред-
ставленных на них объектах.
Оператор имеет возможность
корректировать гиперпарамет-
ры нейронной сети для более
эффективного обучения. После
запуска процесса обучения сети
функции оператора сводятся к
контролю работы программы и
периодическому анализу отче-
тов о ходе обучения. По оконча-
нию процесса обучения сфор-

Рис. 2
Пример обнаружения и классификации нефтяных вышек на РЛИ (фрагмент
снимка КА TerraSAR-X, Кувейт, Бурганское нефтяное месторождение)

Рис. 3
Пример обнаружения и классификации самолетов на РЛИ
(фрагмент снимка КА «Кондор-Э», авиабаза Дэвис-Монтен, 
г. Тусон, США)

Рис. 4
Пример обнаружения и классификации
самолетов класса P-3C (фрагмент снимка
КА «Кондор-Э», авиабаза Дэвис-Монтен, 
г. Тусон, США)
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мированные весовые коэффи-
циенты нейронной сети могут
быть использованы для обнару-
жения и классификации объ-
ектов на новых данных.

В рамках тестирования про-
граммного комплекса решались
задачи инфраструктурного мо-
ниторинга, мониторинга мор-
ской поверхности, прибрежных
зон, а также мониторинга аэро-
дромов.

Для обучения и тестирования
сети были использованы разно-
временные снимки, полученные
космическим аппаратом (КА)
TerraSAR-X (X-диапазон, HH-
поляризация). Результаты обна-
ружения объектов класса «неф-
тедобывающая вышка» пред-
ставлены на рис. 2.

В рамках другого проекта
обучение сети производилось
на сгенерированной синтетиче-
ской выборке, в состав которой
входили реальные РЛП объ-
ектов интереса. Тестирование
осуществлялось на снимке, по-
лученном космическим аппара-
том «Кондор-Э» (S-диапазон,
HH-поляризация). Результаты
обнаружения объектов класса
«B-52», «KC-135», «C-5», «P3-C»
представлены на рис. 3, 4.

Предварительные результаты
работы нейронной сети Faster-
RCNN-FPN показывают макси-
мальную точность обнаружения
и классификации объектов рав-
ной 97,93% при пороге обнару-
жения 0,7. Количество ошибоч-
но классифицированных объ-

ектов при такой границе равно
14. Повышение порога обнару-
жения на 0,2 позволяет снизить
количество ложных срабатыва-
ний до 8.

Результаты мониторинга ак-
ватории порта на интерферо-
метрических снимках, получен-
ных космическим аппаратом
TerraSAR-X (X-диапазон, HH-по-
ляризация) представлены на
рис. 5. Для обучения и тестиро-
вания сети были использованы
разновременные снимки.

Результаты обнаружения ко-
раблей на снимке, полученном
космическим аппаратом Gao-
Fen-3 (C-диапазон, VH-поляри-
зация, режим съемки ScanSAR)
представлены на рис. 6. Для
тестирования использовалась
модель, обученная ранее на об-
наружение кораблей на интер-
ферометрических снимках, по-
лученных космическим аппара-
том TerraSAR-X.

Таким образом, в настоящее
время в программном комплексе
PHOTOMOD Radar реализованы
прототипы модулей и инстру-
ментов для подготовки данных,
формирования обучающей вы-
борки нейронной сети, обуче-
ния сети и обнаружения объ-
ектов с использованием обу-
ченной модели. Предложен под-
ход, позволяющий обеспечить
полную автономность работы в
рамках одного программного
комплекса. В рамках тестирова-
ния программного комплекса
получены результаты, демон-
стрирующие возможность при-
менения нейронных сетей для
обнаружения и классификации
объектов на снимках, получае-
мых РСА в разных поляризациях
и при различных длинах волн.
При грантовой поддержке Фон-
да содействия развитию малых
форм предприятий в научно-
технической сфере ведется ра-
бота по созданию практически
применимого коммерческого
продукта нейросетевой обра-
ботки радиолокационных дан-
ных на базе уже имеющихся
наработок.

Рис. 5
Пример мониторинга акватории порта на предмет наличия
кораблей (фрагмент снимка КА TerraSAR-X, г. Барселона,
Испания)

Рис. 6
Пример обнаружения кораблей (фрагмент снимка КА GaoFen-3,
Охотское море, район острова Сахалин)






